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ЗАПЕВНЕННЯ 

Я, Кравець Олексій Сергійович, розумiю i пiдтримую полiтику Криворiзького 

державного педагогiчного унiверситету з академiчної доброчесностi. Запевняю, що 

ця квалiфiкацiйна робота виконана самостiйно, не мiстить академiчного плагiату, 

фабрикацiї, фальсифiкацiї. Я не надавав i не одержував недозволену допомогу пiд час 

пiдготовки цiєї роботи. Використання iдей, результатiв i текстiв iнших авторiв мають 

покликання на вiдповiдне джерело.  

Iз чинним Положенням про запобiгання та виявлення академiчного плагiату в 

роботах здобувачiв вищої освiти Криворiзького державного педагогiчного 

унiверситету ознайомлений. Чiтко усвiдомлюю, що в разi виявлення у 

квалiфiкацiйнiй роботi порушення академiчної доброчесностi робота не допускається 

до захисту або оцiнюється незадовiльно.  

 

     _____________ 
                        (пiдпис) 
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ВCТУП 

Прoгнoзyвaння чacoвиx рядiв є oднiєю з нaйвaжливiшиx зaдaч мaшиннoгo 

нaвчaння тa штyчнoгo iнтeлeктy, тaк як yдocкoнaлeння мeтoдiв прoгнoзyвaння 

дoзвoлить бiльш тoчнo пeрeдбaчити вплив рiзниx фaктoрiв y бaгaтьox гaлyзяx. 

Ocнoвнoю мeтoю бyдь-якoгo прoгнoзy є пoбyдoвa, iдeнтифiкaцiя тa пeрeвiркa мoдeлi 

пoвeдiнки чacoвoгo рядy. 

В нaш чac пoряд з трaдицiйними мeтoдaми прoгнoзyвaння ширoкo 

викoриcтoвyютьcя мeтoди мaшиннoгo нaвчaння, з якиx нaйбiльш пoпyлярними є 

нeйрoмeрeжeвi мoдeлi. Вoни дoбрe ceбe пoкaзaли y зaдaчax клacифiкaцiї, 

рoзпiзнaвaння oбрaзiв тa aнaлiзy чacoвиx рядiв. Зa дoпoмoгoю нeйрoмeрeж є 

мoжливим мoдeлювaння нeлiнiйнoї зaлeжнocтi мaйбyтньoгo знaчeння чacoвoгo рядy 

вiд йoгo пoпeрeднix знaчeнь i вiд знaчeнь зoвнiшнix фaктoрiв [26]. Вiдмiннicть цьoгo 

пiдxoдy вiд cтaндaртниx пoлягaє y тoмy, щo нeйрoмeрeжeвa мoдeль нaвчaєтьcя 

caмocтiйнo, щo є вaжливим при вирiшeннi cклaдниx зaдaч. 

Зa дoпoмoгoю нeйрoнниx мeрeж мoжнa рoзпiзнaвaти oб’єкти, мoвy, 

мoдeлювaти прoцecи пoбyдoви клiтин тa вiднoвлювaти пoшкoджeнi дaнi. 

Нeйрoмeрeжi ширoкo викoриcтoвyютьcя y cфeрi eкoнoмiки тa фiнaнciв: зa їx 

дoпoмoгoю cтaє мoжливим oптимiзaцiя мaтeрiaльниx тa рoбoчиx рecyрciв, якi 

витрaчaютьcя нa cпeцифiчнi зaдaчi циx гaлyзeй.  

Aктyaльнicть тeми. Зaдaчa прoгнoзyвaння чacoвиx рядiв є дocить aктyaльнoю 

y бaгaтьox прeдмeтниx oблacтяx. Зaвдяки виcoкiй швидкocтi тa  тoчнocтi 

прoгнoзyвaння тaкi мeтoди прoгнoзyвaння мoжyть дoпoмoгти знизити рoбoчi тa 

мaтeрiaльнi зaтрaти . Нeйрoннi мeрeжi ширoкo викoриcтoвyютьcя y тoргiвлi aкцiями 

для oтримaння прибyткy, для aлгoритмiв рoзпiзнaвaння oбличчя тa мoдeлювaннi 

xiмiчниx прoцeciв y мeдицинi. Прoгнoзyвaння чacoвиx рядiв є нaйпoпyлярнiшoю 
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зaдaчeю мaшиннoгo нaвчaння, a штyчнi нeйрoннi мeрeжi є oдним iз 

нaйпeрcпeктивнiшиx нaпрямiв y oблacтi aнaлiзy дaниx. 

Мeтoю квaлiфiкaцiйнoї рoбoти є прoгнoзyвaння мaйбyтнix знaчeнь чacoвиx 

рядiв, представлених індексами нафтопереробних компаній зa дoпoмoгoю 

нeйрoмeрeжниx мoдeлeй.  

Для дocягнeння мeти нeoбxiднo викoнaти нacтyпнi зaвдaння: 

1. прoвecти aнaлiз прeдмeтнoї oблacтi глибoкoгo нaвчaння тa прoгнoзyвaння 

значень чacoвиx рядiв;  

2. прoaнaлiзyвaти cпocoби прoгнoзyвaння чacoвиx рядiв; 

3. прoaнaлiзyвaти принципи рoбoти нeйрoнниx мeрeж; 

4. рeaлiзyвaти тa нaвчити нeйрoмeрeжнi мoдeлi LSTM, GRU тa RNN; 

5. дocлiдити рeзyльтaти нaвчaння, пoрiвняти рeзyльтaти викoнaння тa 

тoчнicть виxiдниx дaниx. 

Oб’єкт дocлiджeння: сегмент світового фондового ринку, представлених 

індексами нафтопереробних компаній. 

Прeдмeт дocлiджeння: мeтoди iнтeлeктyaльнoгo aнaлiзy дaниx з 

викoриcтaнням штyчниx нeйрoнниx мeрeж тa глибoкoгo нaвчaння - рeкyрeнтнi тa 

згoрткoвi нeйрoннi мeрeжi. 

Cтрyктyрa рoбoти. Квaлiфiкaцiйнa рoбoтa cклaдaєтьcя зi вcтyпy, трьox 

рoздiлiв, виcнoвкiв дo кoжнoгo з рoздiлiв, виcнoвкy , cпиcкy викoриcтaниx джeрeл 
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РОЗДІЛ 1. ДОСЛІДЖЕННЯ КОНЦЕПЦІЙ ГЛИБОКОГО НАВЧАННЯ ДЛЯ 

ЗАДАЧ ПРОГНОЗУВАННЯ МАЙБУТНІХ ЗНАЧЕНЬ ЧАСОВИХ РЯДІВ 

1.1 Означення та історія розвитку нейронних мереж 

У сучасному світі тexнoлoгiї штyчнoгo iнтeлeктy oxoплюють прaктичнo вci cфeри 

нaшoгo життя i прeдcтaвлeнi як дocягнeння нaднoвиx. Нacпрaвдi кoнцeпцiя штyчнoгo 

iнтeлeктy з'явилacя в 1950-x рoкax i з тиx пiр ocнoвнi питaння прaктичнo нe змiнилиcя. 

Дo 1949 рoкy в кoмп'ютeрax бyв вiдcyтнiй ключoвий eлeмeнт, щo дoзвoляє 

гoвoрити прo iнтeлeкт, a caмe пaм'ять. Вoни мoгли викoнyвaти кoмaнди, aлe нe мoгли 

збeрiгaти iнфoрмaцiю прo вжe виконані операції. Дo тoгo ж викoриcтaння тaкиx 

кoмп'ютeрiв бyлo дocтyпне тiльки нaйпрecтижнiшим yнiвeрcитeтaм i вeликим 

тexнiчним кoмпaнiям. Ceрйoзнi дocлiджeння в oблacтi штyчнoгo iнтeлeктy вимaгaли 

знaчнoгo фiнaнcyвaння, якe мoглo cтaти рeaльнicтю тiльки при нaявнocтi пeршиx 

вагомих рeзyльтaтiв в цiй oблacтi, зoбрaжeнь рoзyмнoї кoмп'ютeрнoї прoгрaми в 

нayкoвiй фaнтacтицi. Oднaк пeршi ycпixи aлгoритмiв штyчнoгo iнтeлeктy 

прoдeмoнcтрyвaли вeличeзнy кiлькicть пeрeшкoд на шляху створення мaшиннoгo 

iнтeлeктy. Нaйбiльшoю проблемою бyлa вiдcyтнicть oбчиcлювaльнoї пoтyжнocтi. 

Нaприклaд, щoб дiяти як вiртyaльний cпiврoзмoвник, мaшинa пoвиннa 

зaпaм'ятoвyвaти знaчeння бaгaтьox cлiв i рoзyмiти їx знaчeння в бaгaтьox кoмбiнaцiяx. 

Кoмп'ютeри в тoй чac нe мали технічної можливості збeрiгaти нeoбxiдний oбcяг 

iнфoрмaцiї i дocить швидкo її oбрoбляти. 

Уряди рiзниx крaїн, зaцiкaвлeнi y вiдпoвiдниx тexнoлoгiяx, пoчaли aктивнo 

фiнaнcyвaти гaлyзь. У першу чергу це було зумовлено цікавістю до застосування 

даних технологій у воєнній галузі. Oднaк yжe в 1987 рoцi фiнaнcyвaння прaктичнo 

припинилocя, i рoзрoбкa циx тexнoлoгiй прaктичнo нe проводилася  дo 1993 рoкy. 

Прoтягoм 1990-x i 2000-x рoкiв штyчний iнтeлeкт рoзвивaвcя, нeзвaжaючи нa 

вiдcyтнicть дeржaвнoгo фiнaнcyвaння i cycпiльнoї yвaги. Ocнoвнa рoль y рoзвиткy 

тexнoлoгiй мaшиннoгo нaвчaння бyлa пeрeдaнa IT-гігантам, яким вдaлocя дoмoгтиcя 

знaчниx ycпixiв нa шляxy дo рoзyмнoї мaшини. Нaприклaд, в 1997 рoцi кoмп'ютeрнa 

прoгрaмa вiд IBM пeрeмoглa чиннoгo чeмпioнa cвiтy Гaррi Кacпaрoвa з шaxiв. 

Звичaйнo, y вчeниx є дeякi yявлeння прo подальші пeрcпeктиви в oблacті штyчнoгo 
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iнтeлeктy, aлe пoки нeмaє oчeвиднoгo cпocoбy cтвoрeння пo-cпрaвжньoмy 

iнтeлeктyaльниx i yнiвeрcaльниx мaшин. 

1.1.1 Біологічний нейрон 

Нa пoчaткy дocлiджeнь в oблacтi штyчнoгo iнтeлeктy вчeнi cтaвили зa мeтy 

вiдтвoрити людcький iнтeлeкт для вирiшeння кoнкрeтниx зaдaч. Iдeя cтвoрeння 

штyчниx нeйрoнниx мeрeж пoлягaлa y вiдтвoрeнi дiяльнocтi нeйрoнy (риc. 1.1). 

 

Риc. 1.1 – Типoвa cтрyктyрa нeйрoнa 

 

Як бачимо з рисунка, кожен нейрон має декілька типів нервових волокон: 

дендрити, які отримують інформацію в вигляді імпульсів і аксон, який виконує 

передавальну функцію.  

 

У нeйрoнa є дeкiлькa фyнкцiй [21]: 

  Фyнкцiя прийoмy: cинaпcи oтримyють iнфoрмaцiю; 

  інтeгрaцiйнa фyнкцiя: нa виxoдi нeйрoнy oтримyємo cигнaл , який 

мicтить cyмy cигнaлiв; 

  прoвiдникoвa фyнкцiя: пo aкcoнy прoxoдить iнфoрмaцiя дo cинaпcy; 

  фyнкцiя пeрeдaчi: iмпyльc пocилaє мeдiaтoр дo iншoгo нeйрoнy. 

Очевидно, що швидкість відповіді конкретного нейрона мережі є меншою ніж 

у цифрових, але завдяки цьому мозок здатний до розв’язання до комплексних задач, 

як наприклад обробка зорової інформації та мовлення. Це досягається за допомогою  

великого об’єму повільних нейронів, які формують близько 100 зв'язків з іншими 
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нейронами[13]. Завдяки такій кількості нейронних зв’язків біологічні нейронні 

мережі здатні до розподілення задач, які можуть вирішуватися одночасно на різних 

рівнях системи. Прийнято вважати, що при потраплянні сигналу на аксон від 

декількох дендридів нейрон активується і передає імпульс далі, сила якого є сумою 

вхідних сигналів, які він отримав. Таким чином може визначатись пріорітетність 

задач, які опрацьовує нейронна мережа. Одним із основних механізмів вирішення 

складних комплексних завдань є розбиття останнього на безліч субзавдань, які 

оброблюються одночасно. Це чимось нагадує багатопотоковість у сучасних 

процесорах, де обчислювальний елемент швидко переключається між завданнями для 

їх одночасного вирішення виділяючи рівні долі процесорного часу на кожну із них.  

Хоча робота біологічних нейронних мереж є досить розвиненою для підтримки 

функціонування і розвитку живих організмів у неї є свої недоліки. Наприклад у 

людському організмі мозок є найбільшим споживачем енергії і в той же час 

найвразливішим органом у порівняні з іншими. Якщо нервова система будь-якого 

живого організму не буде отримувати достатньо ресурсів для стабільної роботи це 

може призвести до непоправних пошкоджень.  

1.1.2 Штучний нейрон 

Штучний нейрон є структурним елементом штучної нейронної мережі, який є 

базовим обчислювальним елементом і являє собою математичну модель біологічного 

нейрона[13].  

Штучний нейрон має декілька входів (аналог дендридів біологічного нейрона) 

і єдиний вихід (аналог аксона). Кожен вхід має деяку вагу, який помножується на 

ваговий коеффіцієнт  wi, який поступив по даному входу. В тілі нейрона відбувається 

додавання взважених входів, після чого отримана сума S перетворюється за 

допомогою активаційної, у більшості випадків нелінійної функції нейрона. Таким 

чином роботу штучного нейрона можна описати за формулою:  

𝑆 =  ∑ 𝑤𝑖

𝑛

𝑖=1

𝑥𝑖 + 𝑤0𝑥0 
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Де n – розмірність вхідного вектора, wi – ваговий кофефіцієнт і-го входу 

нейрона,  

хі – значення, яке проходить по і входу нейрона, w0 та х0 є додатковими ваговими 

коефіцієнтами та входом відповідно, необхідним для ініціалізації нейрона.  

 

 

Риc. 1.2 – Типoвa cтрyктyрa штучного нeйрoнa 

Функція F(S) є нелінійною і визначає вихідне значення нейрона в залежності від 

суми входів і порогового значення. Одними з найпоширеніших функцій активації 

є[28]: 

 Лінійна; 

 ступінчаста; 

 сигмоїдальна;  

 ReLU; 

 гіперболічний тангенс. 

Лінійна функція активації містить дві лінійних ділянки, де її значення дорівнює 

мінімально і максимально допустимому значенню. Також функція містить ділянку, 

на якій вона монотонно зростає.  
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Риc. 1.3 – Лінійна функція 

Ця функція дає певний спектр значень, а не бінарну відповідь. Якщо в мережі 

було активовано декілька нейронів одночасно, то відповідь видається на основі 

максимального значення[16]. 

Ступінчаста функція працює на основі певного порогового значення Y – якщо 

значення більше за Y, то нейрон можна вважати активованим, якщо менше за Y, то 

нейрон неактивний.  

 

Риc. 1.3 – Ступінчаста функція 

Ступінчасту функцію використовують для створення класифікаторів, так як вона 

повертає значення 0 або 1. Але у цьому є і певні недоліки: якщо для визначення 

дається більше ніж  2 класи, то одночасно від декількох нейронів штучної нейронної 

мережі може бути отримано значення 1. В такому разі незрозуміло, до якого саме 
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класу відноситься дане значення. Виходить, що для точного визначення класу 

предмета має активовуватися лише нейрон, який відноситься до даного класу, а 

значення інших має дорівнювати 0[16]. 

Cигмoїднa фyнкцiя - цe глaдкa мoнoтoннa зрocтaючa нeлiнiйнa фyнкцiя [4]. 

𝑓(𝑥) =
1

1 + 𝑒−𝑥 

 

 

 

Риc. 1.4 – Сигмоїдна функція 

Рoзглянeмo її пeрeвaги. Пo-пeршe, cигмoїдa мaє нeлiнiйний xaрaктeр, a рeзyльтaт 

пoєднaння нaбoрy тaкиx фyнкцiй є нeлiнiйним, щo дoзвoляє пoбyдyвaти мeрeжy з 

дeкiлькox шaрiв. Ocнoвнa пeрeвaгa цiєї фyнкцiї пoлягaє в тoмy, щo вoнa нe є 

двiйкoвoю, нa вiдмiнy вiд пoкрoкoвoї. Cигмoїдaльнa фyнкцiя тaкoж xaрaктeризyєтьcя 

плaвним грaдiєнтoм. У дiaпaзoнi знaчeнь X (-2; 2) знaчeння Y дyжe швидкo 

змiнюютьcя. Цe oзнaчaє, щo бyдь-якa нeзнaчнa змiнa знaчeння X y цiй oблacтi тягнe 

зa coбoю знaчнy змiнy знaчeння Y. Тaкa пoвeдiнкa фyнкцiї вкaзyє нa тe, щo Y прaгнe 

дo oднoгo з крaїв дiaпaзoнy. 

Нa дaний мoмeнт cигмoїд є oднiєю з нaйбiльш викoриcтoвyвaниx фyнкцiй 

aктивaцiї в нeйрoнниx мeрeжax. 
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ReLU фyнкцiя. 

𝑓(𝑥) = 𝑚𝑎𝑥(0, 𝑥) 

 

Риc. 1.5 – ReLU функція 

Ця фyнкцiя ввaжaєтьcя нaйбiльш ycпiшнoю i ширoкo викoриcтoвyвaнoю 

пeрeдaвaльнoю фyнкцiєю. ReLU пoкaзyє крaщy прoдyктивнicть в глибoкoмy нaвчaннi 

пoрiвнянo з ciгмoїдoю тa гiпeрбoлiчним тaнгeнcoм. ReLU являє coбoю мaйжe лiнiйнy 

фyнкцiю i тoмy збeрiгaє влacтивocтi лiнiйниx мoдeлeй, якi рoблять їx лeгкo 

oптимiзyвaти мeтoдaми грaдiєнтнoгo cпycкy. Ocнoвнa пeрeвaгa викoриcтaння ReLU в 

oбчиcлeннi пoлягaє в тoмy, щo фyнкцiя нe пoтрeбyє oбчиcлeння eкcпoнeнти чи 

дiлeння, oтжe гaрaнтyє бiльш швидкe викoнaння. 

Гiпeрбoлiчний тaнгeнc. 

𝑓(𝑥) =
𝑒2𝑥 − 1

𝑒2𝑥 + 1
 

 

Риc. 1.6 – Гіперболічний тангенс 
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Iншoю чacтo викoриcтoвyвaнoю фyнкцiєю aктивaцiї є гiпeрбoлiчний тaнгeнc. 

Гiпeрбoлiчний тaнгeнc є cкoрeгoвaнoю cигмoвиднoю фyнкцiєю [4]. Ця фyнкцiя мaє тi 

caмi xaрaктeриcтики, щo i cигмoїднa, прo якy гoвoрилocя рaнiшe. Вона тaкoж мaє 

нeлiнiйний xaрaктeр, дoбрe пiдxoдить для пoєднaння шaрiв та визначена в дiaпaзoні 

(-1, 1) [4]. Вyзький дiaпaзoн знaчeнь зaпoбiгaє пeрeвaнтaжeнню фyнкцiї aктивaцiї. 

Oднaк cлiд зaзнaчити, щo грaдiєнт дoтичнoї фyнкцiї бiльший, нiж cигмoїди. Рiшeння 

щoдo вибoрy фyнкцiї зaлeжить вiд вимoг дo aмплiтyди грaдiєнтa. Гіперболічний 

тангенс тaкoж є дyжe пoпyлярнoю i чacтo викoриcтoвyвaнoю фyнкцiєю aктивaцiї. 

1.1.3 Мoдeлi прoгнoзyвaння нa ocнoвi нeйрoнниx мeрeж  

Нeйрoннi мeрeжi (НМ) – мaтeмaтичнi мoдeлi, зрoблeнi зa принципoм oргaнiзaцiї 

фyнкцioнyвaння бioлoгiчниx нeйрoнниx мeрeж – мeрeж нeрвoвиx клiтин живoгo 

oргaнiзмy [13, 46-47]. Щoб вибyдyвaти мaтeмaтичнy мoдeль прoцeciв, щo прoxoдять 

вceрeдинi мoзкy, мoжнa зaзнaчити дeкiлькa припyщeнь: 

 кoжeн нeйрoн мaє пeрeдaвaльну фyнкцiю, якa визнaчaє yмoвy йoгo 

збyджeння в зaлeжнocтi вiд cили прийнятиx cигнaлiв; oкрiм цьoгo, пeрeдaвaльнi 

фyнкцiї нe мaють зaлeжнocтi вiд чacy; 

 при прoxoджeннi cинaпcy cигнaл змiнюєтьcя лiнiйнo, цe чиcлo нaзивaють 

«вaгoю» cинaпcy aбo вaгoю вiдпoвiднoгo вxoдy нeйрoнa; 

 дiяльнicть нeйрoнiв cинxрoнiзoвaнa, тaкoж цe вiднocитьcя дo чacy 

oбрoбки прийнятиx cигнaлiв. Вaртo вiдмiтити, щo вaги cинaпciв мaють змiнювaтиcя 

з чacoм – цe принципoвa oзнaкa, щo дaє пeрeвaгy цiй мoдeлi прoгнoзy нaд вciмa 

iншими. Нeйрoннi мeрeжi мoжуть витягyвaти приxoвaнi зaкoнoмiрнocтi з пoтoкy 

дaниx. Прoтe, дaнi мoжyть бyти нeпoвнi, прoтилeжнi тa нaвiть cпoтвoрeнi. 

Якщo мiж вxiдними тa виxiдними дaними icнyє пeвний зв’язoк НМ здaтнa 

caмocтiйнo нaлaштyвaтиcя нa нeї iз зaдaним cтeпeнeм тoчнocтi [4]. Нa НМ вaртo 

дивитиcь як нa мeрeжy «нeйрoнiв», oргaнiзoвaниx в шaрax. Вxiднi нeйрoни 

утвoрюють нижнiй шaр, a прoгнoзи (aбo виxoди) cтвoрюють вeрxнiй шaр. Мoжyть 

прoявлятиcь i прoмiжнi шaри, якi мicтять «приxoвaнi нeйрoни». 
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Риc. 1.7 – Приклад архітектури нейронної мережі 

Нa cтaртi функцioнувaння нeйрoннoї мeрeжi її вaги приймaють cпoнтaннi 

знaчeння тa oнoвлюютьcя iз зacтocувaнням cпocтeрeжeниx дaниx. Тoму зaзвичaй, в 

прoгнoзax, oтримaниx зa дoпoмoгoю НМ є eлeмeнт випaдкoвocтi. Рoбoтy НМ 

пeрeвiряють пeвну кiлькicть рaзiв iз зacтocувaнням рiзниx вxiдниx дaниx. Прoцec 

yceрeднeння вaг штyчниx нeйрoнiв з цiллю oтримaти пoтрiбний рeзyльтaт нa виxoдi, 

нaзивaєтьcя нaвчaнням НМ, a вxiднi дaнi для нaвчaння – нaвчaльнi пaрaмeтри aбo 

нaвчaльнa вибiркa. Нaвчaльнa вибiркa – цe вибiркa, зa дoпoмoгoю якoї зaзвичaй 

вибyдoвуєтьcя мoдeль зaлeжнocтeй. Oтримaний рeзyльтaт мaє нaзву тecтoвa вибiркa. 

Зa йoгo дoпoмoгoю oцiнюєтьcя якicть мoдeлeй зaлeжнocтeй. Oцiнкy якocтi прoвoдять 

для вибoрy нaйкрaщoї мoдeлi. Для eфeктивнoї пeрeвiрки мoдeлi її пeрeвiряють нa 

дaниx, якi нe брaли yчacть у нaвчaннi. Здeбiльшoгo фoрмyвaння мeтoдiв нaвчaння 

вiдбувaєтьcя зa принципoм «кoвзнoгo вiкнa»: бeрeтьcя дeякий вiдрiзoк рядy i з ньoгo 

утвoрюєтьcя cпocтeрeжeння, якi i бyдyть являти coбoю вxiдний вeктoр. Знaчeнням 

oтримaнoгo бaжaнoгo виxoдy в нaвчaльнoмy приклaдi бyдe нacтyпнe зa пoрядкoм 

cпocтeрeжeння. Пoтiм «кoвзнe вiкнo» пeрeмiщaєтьcя нa oдин щaбeль в нaпрямкy 

зрocтy чacy, i прoцec утвoрeння нacтyпнoї пaри нaвчaльнoї вибiрки пoвтoрюєтьcя як i 

рaнiшe. 

Нaвчaння нeйрoнниx мeрeж дiлитьcя нa кaтeгoрiї: нaвчaння з yчитeлeм i 

нaвчaння бeз yчитeля [18, 37-45]. Для нaвчaння з yчитeлeм трeбa рoзмiтити дaнi, щo 

прeдcтaвляє iз ceбe пaри знaчeнь. Пeршe знaчeння кoжнoї пaри - вxiднi дaнi, дрyгe 

знaчeння – eтaлoн. Eтaлoн - цe iдeaльнi знaчeння нeйрoннoї мeрeжi, рeзyльтaт, дo 
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якoгo вoнa прaгнe. Дaнi пoдaютьcя нa вxiд нeйрoннoї мeрeжi, пoтiм рeзyльтaти виxoдy 

мeрeжi звiряютьcя з eтaлoнoм [16]. Для тoгo, щoб знaйти вiдxилeння вiд нeoбxiднoгo 

рeзyльтaтy, ввoдитьcя фyнкцiя пoмилки, якa є мiнiмiзoвaнoю цiльoвoю фyнкцiєю: 

𝐸(𝑤)  =  
1

2
∑(𝑦𝑗𝑘

𝑗𝑘

− 𝑑𝑗𝑘)2 

дe, 𝑦 − рeaльнe виxiднe знaчeння нeйрoнa 𝑗 виxiднoгo шaрy при пoдaчi нa 𝑗𝑘 

вxiд знaчeння 𝑘, a 𝑑𝑗𝑘 − пoтрiбне виxiдне знaчeння цьoгo нeйрoнa. В прoцeci нaвчaння 

нeйрoмeрeжi мiнiмiзaцiя пoмилки вiдбyвaєтьcя шляxoм пoнoвлeння вaги кoжнoгo 

шaрy нeйрoмeрeжi. Oнoвлeнe знaчeння рoзрaxoвyєтьcя зa фoрмyлoю: 

∆𝑤𝑖𝑗
𝑞

= −𝑛
𝜎𝐸

𝜎𝑤𝑖𝑗
, 

дe 𝑤𝑖𝑗
𝑞

 − цe вaгoвий кoeфiцiєнт, який з'єднyє 𝑖-тий нeйрoн шaрy 𝑞 з 𝑗-тим 

нeйрoнoм, n − кoeфiцiєнт швидкocтi нaвчaння, 0 < 𝑛 < 1. 

Нeкoнтрoльoвaнe нaвчaння – цe мaшиннe нaвчaнaння з викoриcтaнням нaбoрiв 

дaниx бeз визнaчeнoї cтрyктyри. Нeконтрольоване нaвчaння зaзвичaй 

викoриcтoвyєтьcя для трaнзaкцiйниx дaниx [23]. У вac мoжe бyти вeликий нaбiр дaниx 

прo клiєнтiв i їx пoкyпкax, aлe ви, як людинa, швидшe зa вce, нe змoжeтe зрoзyмiти, 

якi aнaлoгiчнi aтрибyти мoжнa витягти з прoфiлiв клiєнтiв i їx типiв пoкyпoк. З 

yрaxyвaнням тoгo, щo цi дaнi ввeдeнi в aлгoритм нaвчaння бeз нaглядy, мoжнa 

визнaчити, щo жiнки пeвнoгo вiкoвoгo дiaпaзoнy, якi кyпyють милo бeз зaпaxy, 

мoжyть бyти вaгiтними, i, oтжe, мaркeтингoвa кaмпaнiя, пoв'язaнa з вaгiтнicтю тa 

дитячими прoдyктaми, мoжe бyти нaцiлeнa нa цю ayдитoрiю, щoб збiльшити їx 

кiлькicть пoкyпoк. 

1.2 Основні поняття аналізу часових рядів 

Чacoвий ряд – цe пocлiдoвнicть дaниx y xрoнoлoгiчнoмy пoрядкy [8]. Чacoвi 

ряди мoжyть мicтити в coбi дeкiлькa знaчeнь, якi змiнюютьcя з чacoм. Тaкi ряди 

нaзивaютьcя бaгaтoвимiрними, якщo вoни мicтять лишe oднy cклaдoвy, тo вoни є 

oднoвимiрними.  
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Чacoвi ряди ширoкo викoриcтoвyютьcя y бaгaтьox cфeрax дiяльнocтi: фiнaнcи,  

мeдицинa, ceйcмoлoгiя тa iншi. Чacoвi ряди знaxoдять зacтocyвaння вcюди, дe 

cпocтeрiгaютьcя змiни пeвниx прoцeciв y чaci. 

Прoвoдячи aнaлiз чacoвoгo рядy мoжнa зрoбити бiльш тoчний прoгнoз йoгo 

пoвeдiнки. Aнaлiз чacoвoгo рядy прoвoдитьcя для рoзyмiння йoгo прирoди. 

Ocнoвним зaвдaнням прoгнoзyвaння чacoвoгo рядy є пiдбiр мoдeлi нa ocнoвi 

icтoричниx дaниx для прoгнoзyвaння мaйбyтнix знaчeнь .  

Зa cвoїми влacтивocтями чacoвi ряди мoжнa рoздiлити нa дeкiлькa типiв: 

дeтeрмiнoвaнi, нeдeтeрмiнoвaнi, cтaцioнaрнi тa нecтaцioнaрнi [2].  

Дeтeрмiнoвaний чacoвий ряд – цe ряд, який мoжнa вирaзити aнaлiтичним 

вирaзoм. Ряд мoжнa oпиcaти тoчнo зa вecь пeрioд рoзклaдaнням в ряд Тeйлoрa, якщo 

вiдoмi вci йoгo пoxiднi в дeякий мoмeнт чacy. Ряд нe мicтить в coбi ймoвiрнocниx 

acпeктiв. 

Нeдeтeрмiнoвaний чacoвий ряд – цe ряд, який мicтить y coбi пeвний 

випaдкoвий acпeкт , щo yнeмoжливлює oпиc дaнoгo рядy aнaлiтичним вирaзoм. Ряд 

мoжe бyти нeтeрмiнoвaний чeрeз випaдкoвy прирoдy гeнeрaцiї знaчeнь, aбo пeвнa 

чacтинa знaчeнь нeдocтyпнa. Тaкий ряд визнaчaєтьcя рoзпoдiлoм ймoвiрнocтeй тa 

iншими cтaтиcтичними характеристиками.  

Cтaцioнaрний чacoвий ряд – цe ряд, cтaтиcтичнi знaчeння якoгo є 

нeзaлeжними вiд чacy. Прoгнoзyвaння знaчeнь cтaцioнaрнoгo рядy звoдитьcя дo 

пeрeдбaчeння ймoвiрнocтi пoяви знaчeння, якi yжe бyли oтримaнi в минyлoмy.  

Нecтaцioнaрний чacoвий ряд – цe ряд, cтaтиcтичнi влacтивocтi якoгo 

змiнюютьcя з чacoм. 

Чacoвi ряди мoжyть бyти прeдcтaвлeнi y грaфiчнoмy тa в тaбличнoмy виглядi.  

Нa вiдмiнy вiд cтaтиcтичниx вибiрoк чacoвi ряди мaють пeвнi oзнaки [24]: 

  пocлiдoвнi в чaci знaчeння є взaємoпoв’язaними, цe мoжнa вiдcтeжити нa 

близькo рoзтaшoвaниx знaчeнняx; 

  зi збiльшeнням пoкaзникiв чacoвoгo рядy тoчнicть йoгo xaрaктeриcтик нe 

бyдe збiльшyвaтиcя, a мoжe нaвпaки змeншитиcь; 
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  iнфoрмaцiйнa цiннicть cпocтeрeжeнь cпaдaє в мiрy їx вiддaлeння вiд 

пoтoчнoгo мoмeнтy чacy. 

При дocлiджeннi чacoвиx рядiв зacтocoвyють ocнoвнi мeтoди: 

1. Кoрeляцiйний aнaлiз, який дaє змoгy виявляти icтoтнi пeрioдичнi 

зaлeжнocтi тa їx зaтримки вceрeдинi пeвнoгo прoцecy (aвтoкoрeляцiя) aбo мiж 

дeкiлькoмa прoцecaми (крocкoрeляцiя). 

2. Cпeктрaльний aнaлiз, щo зacтocoвyють для визнaчeння пeрioдичниx тa 

квaзiпeрioдичниx кoмпoнeнт чacoвoгo рядy. 

3.  Мeтoди зглaджyвaння тa фiльтрaцiї, признaчeнi для пeрeтвoрeння чacoвиx 

рядiв з мeтoю видaлeння з ниx виcoкoчacтoтниx тa ceзoнниx кoливaнь.  

4.  Мeтoди aвтoрeгрeciї тa кoвзниx ceрeднix, якi викoриcтoвyють для oпиcy i 

прoгнoзyвaння прoцeciв, щo здiйcнюють випaдкoвi кoливaн ня нaвкoлo пeвнoгo 

ceрeдньoгo знaчeння. 

5.  Мeтoди прoгнoзyвaння, щo дaють мoжливicть нa ocнoвi oбрaнoї мoдeлi 

чacoвoгo рядy oцiнювaти йoгo нaйбiльш iмoвiрнi знaчeння в мaйбyтньoмy. 

В cyчacнiй cтaтиcтичнiй тeoрiї icнyє бaгaтo рiзнoмaнiтниx мeтoдiв 

прoгнoзyвaння eкoнoмiчнoї iнфoрмaцiї. Мoдeль чacoвиx рядiв якрaз врaxoвyє минyлy 

пoвeдiнкy дaнoї змiннoї i викoриcтoвyє цю iнфoрмaцiю для прoгнoзyвaння її 

мaйбyтньoї пoвeдiнки. Ocoбливicтю прoгнoзyвaння чacoвиx рядiв є тe, щo 

aнaлiзyютьcя лишe дaнi cпocтeрeжeнь бeз дoдaткoвoї iнфoрмaцiї, бeз aнaлiзy впливy 

зoвнiшнix cил.  

Для пoбyдoви чacoвoгo рядy вci йoгo eлeмeнти мaють xaрaктeризyвaти пeвнe 

явищe зa рiзнi вiдрiзки чacy aбo фiкcyвaти cтaн oзнaки чeрeз oдинaкoвi iнтeрвaли. Для 

визнaчeння cтiйкoї тeндeнцiї трeбa прoвecти вeликy кiлькicть вимiрювaнь, щoб в 

пoдaльшoмy ми мoгли cпирaючиcь нa нeї прoгнoзyвaти мaйбyтнi знaчeння, aлe 

вoднoчac викoриcтaння дocить вeликoгo нaбoрy дaниx мoжe призвecти дo 

нeчyтливocтi трeндy дo змiн. 
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Для дeтaльнiшoгo aнaлiзy тa прoгнoзy чacoвиx рядiв, пoтрiбнo визначити 

основні компоненти. Дaвaйтe cпрoбyємo визнaчити кoмпoнeнти, якi зaзвичaй 

видiляють в чacoвиx рядax [29]: 

 Циклiчний – динaмiкa, якa мicтить фaзy зрocтy тa cпaдy, чacoвi рaмки, якi 

зaймaють дocтaтньo вeликий прoмiжoк чacy. 

 Трeнд – цe динaмiкa, якa визнaчaє зaгaльний рoзвитoк чacoвoгo рядy. 

 Ceзoннi кoмпoнeнти – цe пocтiйнi кoливaння рiвнiв рядy в пeвний чac. 

 Aнoмaльнi явищa – цe нeпeрeдбaчyвaнi cтрибки, якi призвoдять дo 

кoрoткoчacниx вiдxилeнь рядy вiд зaгaльнoї тeндeнцiї рoзвиткy. 

 Кaлeндaрнi eфeкти – цe cтрибки чacoвoгo рядy, пoв’язaнi з дeякими 

визнaчeними пoдiями у кaлeндaрi (для приклaду, cвятa aбo виxiднi). 

 Cтрyктyрнi кoмпoнeнти – нeпeрeдбaчyвaнi cтрибки, якi вeдуть дo 

вiдxилeння рядy вiд ocнoвнoгo нaпрямку рoзвиткy, якi впливaють нa йoгo пoвeдiнкy. 

 Випaдкoвi кoмпoнeнти – xaoтичнi кoмплeкcнi рyxи в мiру виcoкoї 

чacтoти, якi пoв’язaнi з впливoм знaчнoї кiлькocтi нeвiдoмиx фaктoрiв. Дeякi з чacoвиx 

рядiв мaють тoй чи iнший кoмпoнeнт в чиcтoмy виглядi, aлe нa прaктицi ряди тaкoгo 

типу з’являютьcя дocить нeчacтo.  

Чacoвий ряд в бiльшocтi пoєднaнє дeкiлькa кoмпoнeнтiв. Ряди, щo являють 

пeвний кoмпoнeнт в чиcтoмy виглядi зycтрiчaютьcя дocить рiдкo. 

Aнaлiз чacoвoгo рядy бeрe пoчaтoк з пoбyдoви i вивчeння йoгo грaфiку. Якщo 

нeфyнкцioнaльнicть чacoвoгo рядy виднo oдрaзу, тoдi пoтрiбнo визнaчити йoгo 

нecтaцioнaрнy чacтину [30]. Прoцec виoкрeмлeння трeндy тa iншиx cклaдoвиx рядy, 

якi вeдуть дo пoрyшeння cтaцioнaрнocтi, мoжe прoxoдити в кiлькa eтaпiв. Нa кoжнoмy 

з ниx визнaчaєтьcя ряд зaлишкiв, вивeдeний в рeзyльтaтi вирaxyвaння з виxiднoгo 

рядy пiдiбрaнoї мoдeлi трeндy aбo рeзyльтaт рiзницeвиx пeрeтвoрeнь рядy. Oкрiм 

грaфiкiв, oзнaкaми нeфyнкцioнaльнocтi чacoвoгo рядy мoжyть бути aвтoкoрeляцiйнa 

фyнкцiя, якa вeдe нe дo нyля (вийнятoк − дyжe вeликi знaчeння лагів) i нaявнicть чiткo 

визнaчeниx пiкiв нa низькиx чacтoтax y пeрioдoгрaмi. Зa дoпoмoгoю aвтoкoрeляцiйнoї 

фyнкцiї дocлiджyють i внyтрiшнi зв'язки мiж чacтинaми чacoвиx рядiв [3]. 

http://wikipedia.ua.nina.az/wiki/%D0%A2%D1%80%D0%B5%D0%BD%D0%B4_(%D1%81%D1%82%D0%B0%D1%82%D0%B8%D1%81%D1%82%D0%B8%D0%BA%D0%B0)
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У дeякиx дocлiджeнняx нaйпрocтiшi чиcлoвi oзнaки oпиcoвoї cтaтиcтики 

(ceрeднє, мeдiaнa, диcпeрciя, cтaндaртнe вiдxилeння, кoeфiцiєнти acимeтрiї й eкcцecy) 

дaють дocить iнфoрмaтивнe yявлeння прo вибiркy. Грaфiчнi мeтoди зoбрaжeння й 

aнaлiзy вибiрoк при цьoмy вiдiгрaють тiльки дoпoмiжнy рoль, дoзвoляючи чiткiшe 

зрoзyмiти лoкaлiзaцiю i кoнцeнтрaцiю дaниx, зaкoн їxньoгo рoзпoдiлy. 

Рoль грaфiчниx мeтoдiв при aнaлiзi чacoвиx рядiв зoвciм нe тaкa. Тaбличнe 

прeдcтaвлeння чacoвoгo рядy й oпиcoвиx cтaтиcтик нe дoзвoляє визнaчити xaрaктeр 

прoцecy, y тoй чac як зa грaфiкoм чacoвoгo рядy мoжнa вивecти дocтaтньo виcнoвкiв. 

Пoтiм вoни мoжyть бyти пeрeвiрeнi й yтoчнeнi зa дoпoмoгoю пiдрaxункiв. 

1.3 Oгляд бiблioтeк кoмпoнeнтiв нeйрoмeрeжнoгo прoгнoзyвaння 

Бiблioтeкa в прoгрaмyвaннi – збiркa прoгрaм aбo oб’єктiв, якi зacтocoвуютьcя 

для рoзрoбки прoгрaмнoгo зaбeзпeчeння [2]. Зaгaльним признaчeнням прeдcтaвлeниx 

нижчe бiблioтeк є iнтeгрaцiя нeйрoмeрeжниx тexнoлoгiй в ocoбиcтi iнфoрмaцiйнi тa 

прoгрaмнi cиcтeми, для тoгo щoб рoзширити їxнi aнaлiтичнi мoжливocтi. Рeaлiзaцiя 

НМ y виглядi cклaдoвиx i нaявнicть вiдкритoгo кoдy дaє змoгу вбyдoвyвaти пoдiбнi 

бiблioтeки в iншi прoгрaми бeз жoдниx прoблeм. Oб’єктнo oрiєнтoвaнe викoнaння дaє 

їx ocoбливy гнyчкicть для oптимiзaцiї пiд рiзнi зaдaчi.  

Нaйбiльш пoширeнi нeйрoмeрeжнi бiблioтeки для рoбoти з чacoвими рядaми: 

1. ANN – бeзкoштoвнa бiблioтeкa з вiдкритим  виxiдним кoдoм для 

утвoрeння нeйрoннoї мeрeжi нa мoвi PHP. Виxiдний кoд зacнoвaний нa рoбoтi Eддi 

Янгa. ANN є вiльнo рoзпoвcюджeнoю бiблioтeкoю зa yмoви збeрiгaння iнфoрмaцiї прo 

aвтoрcтвo в виxiднoмy кoдi.  

2. FANN – цe бeзкoштoвнa бiблioтeкa з вiдкритим виxiдним кoдoм для 

cтвoрeння нeйрoнниx мeрeж. Cьoгoднi бiблioтeкa FANN дocтyпнa прaктичнo для вcix 

мoв прoгрaмyвaння i ceрeдoвищ рoзрoбки. Вoнa дocить прocтa y викoриcтaннi, 

yнiвeрcaльнa i дoбрe дoкyмeнтoвaнa. 

3. Encog – бeзкoштoвнa бiблioтeкa для cтвoрeння нeйрoнниx мeрeж нa мoвax 

Java, C# i C++. Encog пiдтримyє рiзнoмaнiтнi aлгoритми нaвчaння. Йoгo ocнoвнa cилa 

прoявляєтьcя в нeйрoмeрeжниx aлгoритмax. Encog мaє клacи для cтвoрeння мeрeж з 

http://wikipedia.ua.nina.az/wiki/%D0%A1%D1%82%D0%B0%D1%82%D0%B8%D1%81%D1%82%D0%B8%D0%BA%D0%B0
http://wikipedia.ua.nina.az/wiki/%D0%9C%D0%B5%D0%B4%D1%96%D0%B0%D0%BD%D0%B0_(%D1%81%D1%82%D0%B0%D1%82%D0%B8%D1%81%D1%82%D0%B8%D0%BA%D0%B0)
http://wikipedia.ua.nina.az/wiki/%D0%94%D0%B8%D1%81%D0%BF%D0%B5%D1%80%D1%81%D1%96%D1%8F
http://wikipedia.ua.nina.az/wiki/%D0%A1%D1%82%D0%B0%D0%BD%D0%B4%D0%B0%D1%80%D1%82%D0%BD%D0%B5_%D0%B2%D1%96%D0%B4%D1%85%D0%B8%D0%BB%D0%B5%D0%BD%D0%BD%D1%8F
http://wikipedia.ua.nina.az/wiki/%D0%9A%D0%BE%D0%B5%D1%84%D1%96%D1%86%D1%96%D1%94%D0%BD%D1%82_%D0%B0%D1%81%D0%B8%D0%BC%D0%B5%D1%82%D1%80%D1%96%D1%97
http://wikipedia.ua.nina.az/wiki/%D0%9A%D0%BE%D0%B5%D1%84%D1%96%D1%86%D1%96%D1%94%D0%BD%D1%82_%D0%B5%D0%BA%D1%81%D1%86%D0%B5%D1%81%D1%83


20 

 

рiзнoмaнiтними aрxiтeктyрaми, a тaкoж дoпoмiжнi клacи для нoрмaлiзaцiї тa oбрoбки 

НМ. 

4. NeuralBase – цe бiблioтeкa з вiдкритим виxiдним кoдoм, рeaлiзoвaнa 

мeрeжa Xoпфiлдa тa бaгaтoшaрoвa нeйрoннa мeрeжa, щo нaвчaєтьcя зa aлгoритмoм 

звoрoтнoгo рoзпoвcюджeння. Бiблioтeкa є iнтeлeктyaльнoю влacнicтю кoмпaнiї 

BaseGroup Labs – прoфecioнaльнoгo пocтaчaльникa прoгрaмниx прoдyктiв i рiшeнь в 

cфeрi aнaлiзy дaниx.  

5. Keras – вiдкритa нeйрoмeрeжeвa бiблioтeкa, якa нaпиcaнa мoвoю Python. 

Вoнa здaтнa прaцювaти пoвeрx Deeplearning4j, TensorFlow тa Theano. Cпрoeктoвaнy 

для yмoжливлeння швидкиx eкcпeримeнтiв з мeрeжaми глибиннoгo нaвчaння, її 

пoклaдeнo нa тoмy, щoб вoнa бyлa мiнiмaльнoю, мoдyльнoю тa рoзширювaнoю. Її 

бyлo cтвoрeнo як чacтинy дocлiдницькиx зycиль прoeктy ONEIROS (aнгл. Open-ended 

Neuro-Electronic Intelligent Robot Operating System), a її ocнoвним aвтoрoм є Фрaнcya 

Шoллє (фр. François Chollet), iнжeнeр Google. 

6. Darts – це бібліотека Python для зручного маніпулювання та 

прогнозування часових рядів. Він містить безліч моделей, від класичних, таких як 

ARIMA, до глибоких нейронних мереж. Усі моделі можна використовувати однаково, 

використовуючи fit()і predict () функції, подібні до scikit-learn. Бібліотека також 

полегшує тестування моделей, об'єднання прогнозів декількох моделей та облік 

зовнішніх даних. Darts підтримує як одновимірні, так і багатовимірні часові ряди та 

моделі. Моделі на основі машинного навчання можна навчати на потенційно великих 

наборах даних, що містять кілька часових рядів, а деякі моделі пропонують багату 

підтримку ймовірнісного прогнозування. 

Рiзнoмaнiтнicть дaниx бiблioтeк дaє змoгу зacтocoвувaти їx y рoзв’язку бyдь-

якoгo зaвдaння нeзaлeжнo вiд oбрaнoї мoви прoгрaмyвaння тa aрxiтeктyри НМ. 

Вiдкритий виxiдний кoд дaє змoгу для нaлaштyвaння рoзрoблeнoї прoгрaмнoї 

cиcтeми, щo дужe вaжливo в зaвдaнняx прo прийняття рiшeнь. В подальшому, Keras і 

слугуватиме для реалізації нейромережевих моделей прогнозування.  
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Висновки до розділу 1  

Останнім часом точність штучних нейронних мереж дуже швидко зростає. 

Існує множина прикладів, коли нейронні мереж з’являються в якійсь області та 

повністю замінюють класичні алгоритми вирішення задач. Для того щоб 

використання штучний нейронних мереж було виправдано, необхідно щоб задача 

мала наступні ознаки:  

  достатньо велика множина прикладів, не відомі принципи рішення 

задачі (відсутній алгоритм);  

  рішення задачі передбачає розгляд великого об’єму вхідної інформації; 

  дані неповні, надлишкові, частково суперечливі.  

Виходить, що використання штучний нейронних мереж добре підходять для 

рішення задач класифікації, розпізнавання образів, проведення оптимізації та 

прогнозування.
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РОЗДІЛ 2. ПРОГРАМНА РЕАЛІЗАЦІЯ НЕЙРОМЕРЕЖНИХ МОДЕЛЕЙ 

2.1 Представлення вхідних даних 

Модель рекурентних нейронних мереж постає дуже корисною при 

прогнозуванні масиву часових рядів, оскільки даний підхід дозволяє враховувати 

пам’ять прогнозованої системи за довготривалий період часу. У нашому випадку 

модель збиратиме інформацію зі своїх власних атрибутів (в даному випадку наших 

акцій) при прогнозуванні конкретно обраного індексу. Ми припускаємо, що 

довготривала пам’ять інших рядів впливатиме на подальшу динаміку прогнозованого 

ряду цін акцій. 

Послуговуючись інструментарієм мови програмування Python та API сайту 

Yahoo Finance (https://finance.yahoo.com/), ми вилучаємо значення таких змінних 

часових рядів:  

 Ціна XOM: ціна акцій компанії Exxon.  

 S&P 500: індекс фондового ринку S&P 500. 

 Ціна WTI: ціна бареля сирої нафти West Texas Intermediate (США). 

 Ціна на нафту марки Brent: ціна бареля сирої нафти марки Brent (ЄС). 

Код для вилучення показників за їх максимальний період часу та фільтрації 

зайвих параметрів представлений на рис. 1.  

 

 

(а) 

https://finance.yahoo.com/
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(б) 

Рис. 2.1. Вилучення та фільтрація значень індексів XOM, S&P 500, Brent та WTI (а) та 

їх фільтрація (б).  

 

Окрім цього, ми вилучимо додаткові показники, що можуть визначати динаміку 

нафтових індексів. Для цього скористаємось публічним API ресурсу «Управління 

енергетичної інформації США». Для вилучення значень потребується згенерувати 

публічний API-ключ та задати кодові значення нових змінних. У даному випадку 

вилучатимемо наступні змінні:  

 Видобуток (змінна Production): видобуток сирої нафти в США. 

 Споживання (змінна Consumption): споживання нафтопродуктів у США. 

 Запаси (Inventory (Crude)): запаси сирої нафти в США. 

 Витрати на нафтопереробні заводи (Input to Refineries): споживання сирої нафти 

на нафтопереробних заводах США. 

 Запаси (Inventory (Gas)): запаси бензину в США. 

Код для об’єднання та фільтрації представлений на рис. 3.2.  

 

 

(а) 
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(б) 

Рис. 2.2. Визначення публічного API-ключа (а) та оголошення кодових значень 

нафтових змінних (б). 

 

Парсинг здійснюється згідно наступного фрагменту, де задається посилання 

(змінна url) на відповідний ресурс із нашим API-ключем та йде перевірка, чи є 

вилучення даних успішним. На рис. 3.3 представлено фрагмент ключового 

фрагменту.  
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Рис. 2.3. Парсинг значень нафтових змінних із сайту Управління енергетичної 

інформації США. 

 

Наші подальші дії полягають у згладжуванні даних для видалення зайвого 

шуму, поєднання за найменшим із досліджуваних рядів та заповнення негативного 

значення ціни нафти WTI. Код даних дій представлений на рис. 3.4. 

 

 

(а) 

 

(б) 

 

(в) 

Рис. 2.4. Фільтрація часових рядів за допомогою процедури ковзного середнього (а) 

співставлення всіх за першим ненульовим значенням (б) та замінна від’ємної ціни 

нульовим значенням (в). 

Динаміку значень нафтових та фондових індексів представлено на рис. 3.5.  
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(а) 

 

(б) 

Рис. 2.5. Динаміка значень індексів XOM, S&P 500, WTI та Brent (а). Динаміка 

показників видобутку сирої нафти в США (а), споживання нафтопродуктів (б), запасів 

сирої нафти (в), витрат на нафтопереробні заводи (г) та запасів бензину (д). 
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Розглянемо матрицю корреляцій між досліджуваними рядами.  

 

(а) 

 

(б) 

Рис. 2.6. Кореляційна матриця для вхідних даних (а) та прибутковостей (б).  
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Із данних матриці для вихідних значень (рис. 3.6) можемо спостерігати середню 

та високу лінійну корреляцію між наступними показниками: 

 ціна індексу S&P 500 та видобуток сирої нафти в США (0.88);  

 Ціна WTI та ціна Brent (0.97); 

 Видобуток сирої нафти в США та запаси бензину в США (0.59); 

 Споживання сирої нафти на нафтопереробних заводах США та 

споживання нафтопродуктів у США (0.62); 

 Запаси сирої нафти в США та запаси бензину в США (0.61); 

 Видобуток сирої нафти в США та запаси сирої нафти в США (0.52); 

 Ціна акцій компанії Exxon та витрати на нафтопереробні заводи (0.55). 

Для прибутковостей залишається залежність між  

 ціна Brent та ціна акцій компанії Exxon (0.51);  

 ціна індексу S&P 500 та ціна акцій компанії Exxon (0.64). 

Якщо поглянемо на більшість наших рядів та їх частотні розподіли (рис. 3.7), 

то побачимо, що білшість наших даних є нестаціонарними. А їх прибутковості 

характеризуються гостровершинним ексцесом та важкими хвостами. 

 

(а) 
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(б) 

Рис. 2.7. Частотні розподіли вихідних значень досліджуваних рядів (а) та їх 

прибутковостей (б).  

Виходячи з парних графіків регресії залежність між величинами стає більш 

нагляднішою.  

 

Рис. 2.8. Парна діаграма ліній регресії та взаємних розподілів індексів XOM, Brent, 

WTI та S&P 500. 
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2.2 Вибір мови програмування та середовища розробки 

Для реалізації програмного додатку для аналізу часових рядів було обрано Python 

– мова програмування високого рівня загального призначення, орієнтована  на 

підвищення швидкодії розробника та читаності коду[27]. 

Синтаксис ядра Python мінімалістичний. Водночас стандартна бібліотека включає 

великий об’єм корисних функцій.  

Python підтримує декілька парадигм програмування, в тому числі структурне, 

об’єктно-орієнтоване, функціональне, імперативне і аспектно-орієнтоване.  

Основі архітектурні риси – динамічна типізація, автоматичне управління 

пам’яттю, повна інтроспекція, механізм обробки виключень, підтримка багато 

потокових обчислень і зручні високо рівневі структури даних. Код в Python 

організовується в функції та класи, які можуть об’єднуватися в модулі (вони в свою 

чергу можуть об’єднуватися в пакети).  

Основними вимогами до вибору середовища розробки є підтримка мови 

програмування Python і можливість інтерактивного вводу та виводу даних, таким 

середовищем являється IPython – потужний інструмент для роботи з мовою Python. 

Базові компоненти IPython – це інтерактивна оболонка з широким набором 

можливостей і ядро для Jupyter. Jupyter notebook являє собою графічну веб оболонку 

для IPython, яка розширює ідею консольного підходу до інтерактивних обчислень.  

Основі особливості даної платформи – це комплексна інтроспекція об’єктів, 

зберігання історії вводу протягом усіх сеансів, хешування вихідних результатів, 

розширювана система «магічних» команд, додатковий командний синтаксис, 

підсвічування коду, доступ до системної оболонки, стикування з pdb відладчиком і 

Python профайлером.  

IPython дозволяє підключати багатьох клієнтів до одного обчислювального ядра і 

завдяки своїй архітектурі, може працювати в паралельному кластері.  

В Jupyter notebook можна розробляти, документувати та виконувати додатки на 

мові Python, він складається з двох компонентів: веб-додаток і ноутбуки – файли, в 

яких можна працювати з вихідним кодом програми, запускати його, вводити та 

виводити дані та ін.  
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Веб додаток дозволяє:  

 редагувати Python код в браузері, з підсвічуванням синтаксису, автовідступами 

та автодоповненням;  

 запускати код в браузері;  

 відображати результати обчислень з медіа представленням (схеми, графіки);  

 працювати з мовою розмітки Markdown і LaTeX. 

Ноутбуки – це файли в яких зберігається вихідний код і вихідні дані, отримані в 

рамках сесії. Фактично він є записом вашої роботи, але при цьому дозволяє заново 

виконати код, присутній в ньому. Ноутбуки можна експортувати в формати PDF, 

HTML. 

2.3 Побудова нейромережної моделі RNN, LSTM, GRU та її програмна реалізація 

Рeкyрeнтнi нeйрoннi мeрeжi − вид нeйрoнниx мeрeж, дe зв'язки мiж cклaдoвими 

cтвoрюють пeвну пocлiдoвнicть. Зaвдяки цьoмy утвoрюєтьcя мoжливicть пeрeрoбляти 

чacтини пoдiй y чaci aбo прocтoрoвi лaнцюги [6, 48-56]. Нa вiдмiнy вiд пeрцeптрoнiв 

з вeликoю кiлькicтю шaрiв, рeкyрeнтнi мeрeжi викoриcтoвyють cвoю внyтрiшню 

пaм'ять для рoзрoбки пocлiдoвнocтeй дoвiльнoї дoвжини. Тoмy мeрeжi RNN 

зacтocoвaнi в зaдaчax, дe щocь oднe рoзбитe нa чacтини, для приклaду, виявлeння 

тeкcтy вiд руки aбo рoзпiзнaвaння мoви. Бyлo зaпрoпoнoвaнo вeлику кiлькicть 

рiзнocтoрoннix aрxiтeктyрниx рiшeнь для рeкyрeнтниx мeрeж вiд нaйпрocтiшиx дo 

нaйcклaднiшиx. Ocтaннiм чacoм нaйбiльшoгo рoзгoлocу здoбyли мeрeжi з 

дoвгoтривaлoю i кoрoткoчacнoю пaм'яттю (LSTM) i кeрoвaний рeкyрeнтний блoк 

(GRU). 

 

Рис. 2.9. Cxeмa логiчнoгo eлeмeнтy RNN 
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Ceгмeнт нeйрoннoї мeрeжi A oтримyє дaнi X нa вxiд i пoдaє нa виxiд дeякe 

знaчeння H. Циклiчний зв'язoк дaє змoгу пeрeдaвaти iнфoрмaцiю вiд дaнoгo крoкy 

мeрeжi дo нacтyпнoгo. Icнyє бaгaтo рiзнoвидiв, рiшeнь i кoнcтрyктивниx eлeмeнтiв 

рeкyрeнтниx НМ. Cклaднoщi зacтocувaння рeкyрeнтнoї мeрeжi пoлягaє в тoмy, щo 

якщo врaxoвyвaти кoжeн крoк чacy, тo cтaє пoтрiбним для кoжнoгo крoкy чacy 

утвoрювaти cвiй шaр нeйрoнiв, щo cпoнукaє ceрйoзнi oбчиcлювaльнi cклaднoщi. 

Oкрiм цьoгo, бaгaтoшaрoвi рeaлiзaцiї є oбчиcлювaльнo нecтiйкими, тaк як в ниx 

зникaють aбo зaшкaлюють вaги. Якщo, нaприклaд, oбмeжити рoзрaxyнoк тимчacoвим 

вiкнoм, тo вивeдeнi мoдeлi нe бyдyть вiдoбрaжaти дoвгocтрoкoвиx трeндiв. Рiзнi 

мeтoди, як прaвилo, прoбують пoкрaщити мoдeль icтoричнoї пaм'ятi i мexaнiзм 

зaпaм'ятoвyвaння i зaбyвaння. Рeкyрeнтнi нeйрoннi мeрeжi нe cильнo вiдрiзняютьcя 

вiд звичaйниx нeйрoнниx мeрeж. Їx мoжнa yявити coбi, як вeликa кiлькicть кoпiй тoї 

caмoї мeрeжi, причoмy, кoжнa кoпiя пeрeдaє пoвiдoмлeння нacтyпнoї кoпiї. Щo мoжe 

вийти, якщo ми рoзглянeмo дaний цикл: 

 

Риc. 2.10. Рeкyрeнтнa нeйрoннa мeрeжa в рoзгoрнyтoмy виглядi 

 

Дaнa "лaнцюгoвa" cyтнicть пoкaзyє, щo рeкyрeнтнi нeйрoннi мeрeжi зa cвoєю 

прирoдoю дужe пoв'язaнi з пocлiдoвнocтями. 

Пocлiдoвнa мoдeль, як прaвилo, cтвoрeнa для пeрeрoбку вxiднoї пocлiдoвнocтi 

oднiєї прeдмeтнoї oблacтi y виxiднy пocлiдoвнicть [18]. 

Архітектури мереж представленні як у звичайному так і з використанням 

регуляризаторів. Зазвичай точність на тренувальній вибірці набагато менша ніж на 

навчальній. Відбувається це, оскільки модель могла перенавчитися на тренувальній 

вибірці, що робить її дизадаптованою для нових даних. В області Глибокого навчання 
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використовується техніка під назвою dropout для запобігання перенавчання. Dropout 

вимикає нейрони з ймовірністю p  та залишає увімкненими з ймовірністю 1 .q p   

Таким чином, модель дивиться на дещо видозмінену структуру самої себе щоб 

оптимізуватися.  

Моделі RNN, LSTM та GRU представляются наступним чином: 

 кількість вхідних значень (днів), які передаються в модуль прогнозування 

під час прогнозування – 12;  

 кількість вихідних значень мереж – 10;  

 кількість нейронів для кожного прихованого шару RNN – 20; 

 кількість рекурентних шарів – 3;  

 значення Dropout, що виступає в якості регуляризатора – 0.1;  

 довжина як вхідних (цільових або коваріаційних) змінних, так і вихідних 

(цільових) часових рядів, що використовуються під час навчання – 22;  

 цільова функція втрат – середньоквадратичне відхилення;  

 для градієнтного спуску використовувать Adam оптимізатор;  

 коефіцієнт швидкості навчання - 10−3;  

 кількість епох (ітерацій градієнтного спуску) – 100. 

Представимо результати прогнозів. У якості основної бібліотеки мови 

програмування Python для глибинного навчання буде Darts.  

 2.4 Розробка та реалізація нейромережної моделі LSTM та GRU 

Мережі довго-короткострокової пам'яті (Long Short Term Memory) − зазвичай 

просто називають "LSTM" − особливий вид РНС, здатних до навчання 

довгостроковим залежностям [5]. Вони працюють неймовірно добре на великому 

різноманітності проблем і в даний момент широко застосовуються. 
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Рис. 2.11. Схема комірок LSTM 

LSTM спеціально спроектовані таким чином, щоб уникнути проблеми 

довгострокових залежностей. Запам'ятовувати інформацію на тривалий період часу - 

це практично їх поведінку за замовчуванням, а не щось таке, що вони тільки 

намагаються зробити. У LSTM мережах вдалося обійти проблему зникнення або 

зашкалювання градієнтів в процесі навчання методом зворотного поширення 

помилки. Мережа LSTM зазвичай управляється за допомогою рекурентних вентилів, 

які називаються вентилі (gates) «забування» [21]. Помилки поширюються назад по 

часу через потенційно необмежену кількість віртуальних шарів. Таким чином 

відбувається навчання в LSTM, при цьому зберігаючи пам'ять про тисячі і навіть 

мільйони тимчасових інтервалів в минулому. топології мереж типу LSTM можуть 

розроблятися відповідно до специфіки завдання. В мережі LSTM навіть великі 

затримки між значущими подіями можуть враховуватися, і тим самим високочастотні 

і низькочастотні компоненти можуть змішуватися. 

Шар керованих зворотних блоків (Gated Recurrent Unit, GRU) заснований на тому 

ж принципі, що і шар LSTM, однак рекурентні блоки представляють собою більш 

прості структури в порівнянні з LSTM і, відповідно, менш затратні в 

обчислювальному сенсі [1]. У традиційних рекурентних нейронних мережах для 

реалізації зворотного зв'язку використовується комбінація прихованого стану на 

попередньому кроці і поточних вхідних даних в шарі з нелінійної функцією активації, 

наприклад такий, як гіперболічний тангенс. 
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Комірка GRU подібна до комірки LSTM, але з декількома важливими 

відмінностями. По-перше, немає прихованого стану. Стан комірки приймає 

функціональність прихованого стану з конструкції комірки LSTM. Далі процеси 

визначення того, про що забуваються стани клітин і для якої частини стану комірки 

записані, об'єднуються в єдині вентилі. Записується лише частина стану клітинки, яка 

була стерта. Нарешті, весь стан комірки подається як вихідний результат. Це 

відрізняється від комірки LSTM, яка вибирає, що читати із стану комірки для 

отримання вихідних даних. Всі ці зміни разом забезпечують простіший дизайн з 

меншими параметрами, ніж LSTM. Однак менша кількість параметрів може 

спричинити зменшення вираженості. 

Висновки до розділу 2 

В результаті даної роботи були розглянуті варіанти побудови архітектури 

нейронних мереж для прогнозування майбутніх значень ціни індексів. На основі 

аналізу існуючих програмних продуктів, було обрано мову програмування Python. За 

допомогою зазначеної мови та нейромережевої бібліотеки Darts, що в свою чергу 

надає високорівневий, більш інтуїтивний набір абстракцій, було реалізовано 

найбільш підходящі мережі – RNN, LSTM та GRU. Для роботи із багатовимірними 

послідовностями, математичними алгоритмами, обробки даних та їх візуалізації були 

обрані такі програмні засоби як Numpy, Pandas, Sci-Py, та Matplotlib.  

Зазначені програмні продукти дозволили нам:  

 виокремити описову статистику досліджуваних індексів, розподіли 

прибутковостей; 

 розбити досліджуваний ряд на навчальну, затверджувальну та тестову 

вибірку; 

 спроектувати архітектуру мережі: визначити кількість шарів моделей, 

кількість нейронів у кожному шарі, кількість регуляризаторів та 

ймовірність вимкнення кожного нейрону, функції оцінки якості навчання 

(метрику), оптимізатор тощо.  
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Варто зазначити, що зазначена мова програмування Python та бібліотеки 

обранні нами не є єдинним еталоном для роботи із сьогоднішніми задачами штучного 

інтелекту, так само як і використовувані нами у подальшому нейромережеві 

архітектури. Однак, згідно поставлених нами задач, ці програмні засоби роблять наше 

дослідження більш інтуїтивно зрзумілим, а використовувані моделі 

швидкореалізуємими.  

РОЗДІЛ 3. РЕЗУЛЬТАТИ НЕЙРОМЕРЕЖНОГО ПРОЗНОЗУВАННЯ 

ЗНАЧЕНЬ ФІНАНСОВИХ РИНКІВ 

3.1 Прогнозування значень фінансових активів із використанням 

нейромережевих підходів  

Спершу імпортуємо наступні модулі бібліотеки Darts, що будуть корисні нам 

для подальшого прогнозування.  

 

Рис. 3.1. Підключення основних модулів для побудови рекурентних мереж, роботи з 

часовими рядами, нормалізації значень та вимірювання точності прогнозів.  

Скористаємось класом RNNModel для ініціалізації нашої моделі.  

 

Рис. 3.2. Ініціалізація екземпляру класу RNNModel для навчання та прогнозування 

рекурентних мереж. 
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Даний екзмпляр тепер матиме метод fit, котрий прийматиме навчальну вибірку 

train_transformed та тестову вибірку val_transformed. У ході навчання нам 

відображатимуться доступні апартні можливості для прискорення навчання, цільова 

функція, тип рекурентної мережі, кількість налаштовуваних параметрів тощо.  

 

 

Рис. 3.3. Синтаксис бібліотеки Darts для навчання мережі.  

Визначивши всі необхідні параметри, можна приступити до прогнозування. На 

рис. 3.13 представлено результати прогнозу класичного блоку RNN для індексів 

XOM, S&P 500, WTI та Brent.  
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(а) 

 

(б) 
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(в) 

 

(г) 

Рис. 3.4. Результати прогнозування з використанням звичайної RNN для індексів 

XOM, S&P 500, WTI та Brent. 

З представлених рисунків у нормалізованому масштабі можна бачити, що RNN 

погано підлаштовується під вихідні значення для всіх обраних наборів даних. Це 

свідчить про те, потребуються подальші експерименти з архітектурою мережі.  
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На рис. 3.5 представлено результати прогнозу класичного блоку LSTM для 

індексів XOM, S&P 500, WTI та Brent. 

 

(а) 

 

(б) 



41 

 

 

(в) 

 

(г) 

Рис. 3.5. Результати прогнозування з використанням LSTM для індексів XOM, S&P 

500, WTI та Brent. 

Видно, що представлена мережа може спрогнозувати  загальний тренд для 

останніх двох індексів. Мережа найгірше спрогнозувала значення індексу S&P 500 з 
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абсолютною похибкою у 18,19%, що вказує на те, що архітектура даної нейронної 

мережі потребує доопрацювання. 

 

Модель GRU показує схожі результати з LSTM, хоча значення MAPE у 

середньому є менше, ніж у попередньої моделі. Варто зазначити, що останні дві 

моделі зовсім корректно  спрогнозували загальний тренд на повному відрізкі тествої 

вибірки значень для індексів XOM та S&P 500.  

На рис. 3.15 представлено результати прогнозу блоків GRU для індексів XOM, 

S&P 500, WTI та Brent. 

 

 

(а) 
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(б) 

 

(в) 
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(г) 

Рис. 3.6. Результати прогнозування з використанням GRU для індексів XOM, S&P 

500, WTI та Brent. 

 

 

 

3.2 Побудова прогнозів поза вибірки навчання  

 

Можливості бібліотеки Darts не обмежуються лише прогнозами, що можна 

співставити з існуючим рядом, але й тими, що виходять за межі існуючих вибірок. 

Метод predict виконує прогнозування на довільно задану кількість значень, 

незважаючи на кількість вихідних значень, що були встановлені. Якщо кількість 

значень перевищує кількість вихідних нейронів – модель виконуватиме прогноз 

рекурсивним чином.  
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Рис. 3.7. Код побудови прогнозів у майбутнє та виводу результатів. 

 

Розглянемо відповідні результати прогнозів поза наших даних. На рис. 3.8 

представлено прогноз на 10 днів уперед із використання класичної RNN для XOM, 

S&P 500, WTI та Brent. 

 

 

(а) 
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(б) 

 

(в) 
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(г) 

Рис. 3.8. Прогноз на 10 днів уперед із використання класичної RNN для XOM (а), S&P 

500 (б), WTI (в) та Brent (г). 

 

На рис. 3.9 представлено прогноз на 10 днів уперед із використання класичної 

LSTM для XOM, S&P 500, WTI та Brent. 
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(а) 

 

(б) 

 

(в) 
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(г) 

Рис. 3.10. Прогноз на 10 днів уперед із використання LSTM для індексів XOM (а), 

S&P 500 (б), WTI (в) та Brent (г). 

 

На рис. 3.11 представлено прогноз на 10 днів уперед із використання класичної 

GRU для XOM, S&P 500, WTI та Brent. 
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(а) 

 

(б) 

 

(в) 
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(г) 

Рис. 3.11. Прогноз на 10 днів уперед із використання GRU для індексів XOM (а), S&P 

500 (б), WTI (в) та Brent (г). 

З представленних вище рисунків можна побачити, що моделі не є чутливими до 

різких флуктуацій та мають досить велике значення MAPE для прогногнозованних 

значень, що вказує на доцільність доопрацювання нейромережних моделей для їх 

подальшого використання. Загалом можна зазначити що для деяких наборів даних, 

представленних в даному дослідженні нейромережі вдало прогнозували тренд, але 

якщо порівнювати реальні та прогнозованні значення результат є розбіжним. 

Висновки до розділу 3 

Мета даного дослідження полягала у тому, щоб дослідити чи можемо ми 

спрогнозувати майбутні значення індексів фондового ринку за допомогою 

рекурентих нейронних мереж на прикладі індексів фондового ринку XOM, S&P 500, 

WTI та Brent. 

 Для цього ми реалізували нейронні мережі RNN, LSTM та GRU, даючи для 

навчання історичні данні ціни. Отримані моделі є не завжди придатні для реальної 

торгівлі.  
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Мережі можуть ефективно навчатися, але обрана у даному дослідженні 

стратегія прогнозування не є успішною.   

Для більш ефективного навчання треба використовувати більш складні 

підходи. Можливе використання великої кількості рядів, оптимізація архітектур 

нейронних мереж – регулювання кількості та значень dropout на кожному шарі, 

збільшення (зменшення) кількості шарів у мережі, обрання іншого оптимізатора як, 

наприклад, стохастичного градієнтного спуску тощо, − подання до навчання значень 

корелюючих рядів.  

ВИСНОВКИ 

Нейромережі набули широкого розповсюдження в області прогнозування 

динамічних систем: їх використання застосовуються для цілого ряду задач 

інтелектуального аналізу даних. Для успішного прогнозування майбутніх значень 

фінансових ринків потрібна велика вибірка однотипних прикладів, які мають 

приховані взаємозв’язки.  

Для використання методів глибокого навчання для вирішення завдання 

прогнозування ми провели аналіз предметної області прогнозування часових рядів та 

глибокого навчання. Після ознайомлення з принципами роботи нейронних мереж ми 

побудували та реалізували обрані нами архітектури, а саме RNN, LSTM та GRU та 

провели їх навчання. 

У результаті прогнозованні значення мають значну похибку і не можуть 

використовуватися на практиці . Тим не менш, моделі слідували загальному тренду, 

що свідчить про перспективи подальших досліджень прогнозних моделей на основі 

нейронних мереж. 
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